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Abstrak: Penelitian ini mengusulkan penggunaan algoritme  CNN ensemble classifier untuk klasifikasi 

level non-proliferatif Retinopati diabetik. Penelitian ini membandingkan metode transfer learning 
feature-extraction dan fine-tuning untuk memilih yang terbaik untuk digunakan. Pada lapisan klasifikasi, 
dibandingkan penggunaan lapisan GAP dan Flatten dengan menggunakan metode dropout, mode terbaik 
digunakan sebagai mode final klasifikasi. Arsitektur yang digunakan adalah DenseNet201, InceptionV3 
dan MobileNetV2, Masing-masing model diuji dengan optimasi SGD dan ADAM. Keputusan prediksi 
diambil berdasarkan metode average voting. Hasil pengujian masing-masing arsitektur menunjukkan 
hasil terbaik adalah fine tuning, GAP, dan optimasi ADAM. Model final fine-tuning DenseNet201, 
InceptionV3 dan MobileNetV2 dapat mengklasifikasi level retinopati diabetik dengan akurasi pada data 
uji masing-masing 93%, 94% dan 89%. Sedangkan performa klasifikasi model ensemble untuk 
keseluruhan kelas memiliki akurasi terendah 95,6% dan F1-Score terendah 91,3%. 
Kata Kunci: retinopati diabetik, deep learning, convolutional neural network, ensemble classifier, 
DenseNet201,  InceptionV3, MobileNetV2.  
 
Abstract: This research proposes the use of deep 
learning algorithm CNN ensemble classifier for 
the classification of non-proliferative diabetic 
retinopathy. This study compares transfer 
learning feature-extraction and fine-tuning 
methods to select the best one to use. The 
classification layer is compared using the GAP 
and Flatten layers with the dropout method, the 
best layer will be used in the classification system. 
The architecture used is DenseNet201, 
InceptionV3, and MobileNetV2. Each model is 
tested with SGD and ADAM optimization. The 
final prediction is decided by the average voting 
method. The test results for each architecture 
show that the best results are fine-tuning, GAP, 
and ADAM optimization. The final fine-tuning 
models DenseNet201, InceptionV3, and 
MobileNetV2 were able to classify the rate of 
diabetic retinopathy on the test data with 
accuracy at 93%, 94%, and 89%, respectively. 
Meanwhile, the performance of the ensemble 
model classification for the entire class has the 
lowest accuracy of 95.6% and the lowest F1-
Score of 91.3%. 

Keywords: diabetic retinopathy, deep learning, 
convolutional neural network, ensemble 
classifier, DensNet, InceptionV3, MobileNetV2. 
 

I. PENDAHULUAN 

Diabetic Retinopathy atau retinopati diabetic 

(RD) adalah komplikasi dari penyakit diabetes 

yang memicu terjadinya penyumbatan pembuluh 

darah pada daerah retina mata, dan dapat 

menyebabkan kebutaan. RD disebut sebagai 

penyebab utama kebutaan pada usia produktif di 

negara Barat [1]. Riset Kesehatan Dasar 

(Riskesdes) 2013 menemukan 6,9% penduduk 

Indonesia yang berusia di atas 15 tahun  menderita 

DM dan Rumah Sakit Cipto Mangunkusumo 

mencatat persentase komplikasi kedua terbesar 

setelah neuropati adalah retinopati [2]. 

Metode konvensional yang digunakan untuk 

mendiagnosa level retinopati diabetik adalah 
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dengan melakukan pemeriksaan langsung ke 

dalam bola mata pasien oleh dokter ahli dengan 

menggunakan oftalmoskop atau melalui 

pengamatan terhadap hasil rekaman citra digital 

dari kamera fundus [3]. Pemeriksaan manual oleh 

dokter dapat memakan waktu dan hasil 

pemeriksaan tergantung pada tingkat keahlian 

dokter yang melakukan pemeriksaan. Kesalahan 

diagnosa pada pasien RD beresiko memperparah 

komplikasi. Data penelitian menyebutkan bahwa 

90% dari meningkatnya keparahan RD dapat 

dicegah dengan pemeriksaan dan perawatan pada 

pasien yang tepat [4].  Oleh karena itu, diperlukan 

sebuah sistem yang dapat mendiagnosis level 

retinopati diabetik secara tepat dan cepat serta 

dengan biaya yang murah dan juga dapat 

digunakan untuk deteksi awal yang dapat 

menggantikan ketidakhadiran dokter atau pakar. 

Banyak penelitian yang telah dilakukan untuk 

membuat model sistem deteksi otomatis level 

keparahan RD. Metode yang banyak dilakukan 

sebelumnya adalah dengan melakukan ekstraksi 

fitur atau informasi yang berhubungan dengan 

level RD pada citra fundus [5], fitur atau informasi 

tersebut dimasukan ke algoritme klasifikasi 

tertentu seperti random forest[6], support vector 

machine[7] , dan AdaBoost classifier[8].  

Berbeda dengan algoritme  klasifikasi yang 

memerlukan ekstraksi fitur di awal, Convolutional 

Neural Network (CNN) merupakan sebuah teknik 

deep learning yang dapat melakukan ekstraksi 

fitur pada data citra, dengan model deep learning, 

umumnya CNN lebih baik dalam 

merepresentasikan data citra [9]–[11]. Proses 

pelatihan model CNN membutuhkan data 

pelatihan yang besar, umumnya antara puluhan 

ribu hingga jutaan data. Memaksakan melakukan 

pelatihan model CNN dengan layer yang dalam 

dengan data yang kecil akan menghasilkan sistem 

klasifikasi yang tidak maksimal. Sementara itu, 

data citra fundus yang tersedia masih terbatas. 

Solusi dari masalah tersebut dengan metode 

transfer learning yang memungkinkan untuk 

melakukan pelatihan model deep learning dengan 

memanfaatkan bobot awal model pre-train yang 

sudah ada [12].  

Penelitian ini mengusulkan pendekatan 

ensemble classifier dari tiga arsitektur CNN, yaitu 

arsitektur DensNet, InceptionV3 dan MobileNetV2 

dengan pengambilan keputusan prediksi 

berdasarkan metode average voting. Pemilihan 

arsitektur berdasarkan penelitian[13] yang 

mereview performa berbagai jenis arsitektur CNN 

untuk klasifikasi retinopati diabetik. 

 
II. PENELITIAN TERKAIT 

Model komputasi untuk klasifikasi level RD 

sebenarnya telah sejak lama dikembangkan oleh 

para peneliti, bahkan sebelum berkembangnya 

algoritme convolutional neural network. Para 

peneliti terdahulu umumnya melakukan rekayasa 

tingkat keabuan piksel pada suatu Gambar untuk 

mengekstraksi fitur atau informasi yang 

berhubungan dengan level RD pada Gambar 

fundus.  Fitur yang telah di ekstraksi tersebut 

kemudian dimasukan ke algoritme  klasifikasi 

tertentu seperti random forest, support vector 

machine, dan AdaBoost classifier. Metode ini 

dinilai masih kurang efektif, dan tingkat akurasi 

yang tidak konsisten, karena sifat dari ekstraksi 

ciri yang sangat dipengaruhi oleh kualitas warna 

dan kontras Gambar. 

Convolutional Neural Network secara implisit 

memungkinkan melakukan ekstraksi fitur dan 

klasifikasi, yang sekaligus menjawab kesulitan 

dalam pembuatan model klasifikasi level RD. 
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Secara umum pekerjaan dalam bidang ini yang 

memanfaatkan jaringan Convolutional neural 

network terbagi menjadi kelompok klasifikasi 

biner dan klasifikasi multi kelas.  

Pada kelompok klasifikasi biner,  penelitian 

[14] merancang model convolutional neural 

network untuk mendeteksi citra fundus dengan 

RD.  Mereka menggunakan dataset pribadi yang 

terdiri dari 800 data pelatihan dan 200 data 

validasi dalam penelitian tersebut. Hasil evaluasi 

model mereka menunjukan 94.5% dari data 

validasi dapat diprediksi dengan benar yang juga 

menunjukan bahwa model mereka lebih unggul 

dari model komputasi tradisional. Penelitian [15] 

mengusulkan model jaringan CNN untuk 

mendeteksi RD. Model tersebut dilatih dengan 

open dataset kaggle dan divalidasi dengan data 

DiaretdB1. Berdasarkan klasifikasi biner yang 

mereka lakukan, model tersebut menghasilkan 

sensitivitas 93.6%.  

Sementara, pada klasifikasi multi kelas, 

penelitian [16] mengusulkan rancangan model 

convolutional neural network untuk mendeteksi 

dan mengklasifikasi level keparahan RD.  

Penelitian ini menggunakan 78.000 Gambar 

sebagai data pelatihan dan 5000 Gambar sebagai 

data validasi yang diambil dari open dataset 

Kaggle. Hasil evaluasi model ini menghasilkan 

akurasi 75% pada data validasi. Penelitian [17] 

mengajukan model CNN dengan memodifikasi 

arsitektur Xception.  Penelitian ini menggunakan 

dataset dari kompetisi Kaggle APTOS 2019. Hasil 

pengujian menunjukan model usulan mereka 

menghasilkan akurasi 83.09 % dan lebih unggul 

dibandingkan dengan model dengan model dengan 

arsitektur ResNet59, MobileNet, InceptionV3 dan 

Xception original. [17] mengajukan pendekatan 

transfer learning sebagai solusi dalam mengatasi 

keterbatasan dan ketidak seimbangan data kaggle 

yang mereka gunakan  pada saat  pelatihan 

jaringan CNN. Hasil pengujian mereka 

menunjukan jaringan dengan arsitektur Inception 

ResNet V2 menghasilkan skor kappa paling tinggi 

0.76.  

III. METODOLOGI 

Dataset awal dari penelitian ini terdiri dari 

1460 citra fundus yang dipilih secara acak dari 

data APTOS competition 2019[18]. Masing-

masing kelas memiliki 365 data. Label data telah 

disediakan oleh APTOS dalam format csv. Dari 

data ini jumlah data pada masing-masing level RD 

tidak seimbang, sehingga dilakukan augmentasi 

data untuk menyeimbangkannya. Augmentasi yang 

dilakukan juga memperbesar dataset dan 

memvariasikan citra baru berdasarkan citra dataset 

awal. Augmentasi pra-pelatihan terdiri dari 

cropping (memotong citra menjadi beberapa 

bagian), shearing (menggeser sisi citra sehingga 

citra membentuk jajaran genjang). Sedangkan 

augmentasi pada saat proses pelatihan terdiri dari 

rotasi, flip horizontal dan flip vertikal. 

Sebelum masuk ke tahapan ensemble, citra 

fundus terlebih dahulu dilakukan pra-proses 

normalisasi kontras dengan metode Contrast 

Limited Adaptive Histogram Equalization 

(CLAHE)[19] dan dilanjutkan dengan konversi ke 

grayscale dan Gaussian Blur[20]. Citra fundus dari 

dataset, dikumpulkan dari kamera fundus yang 

berbeda, sehingga memiliki tingkat kontras yang 

berbeda, CLAHE berfungsi untuk menyeragamkan 

tingkat kontras citra fundus tersebut. Gaussian blur 

berfungsi untuk mereduksi noise pada citra fundus. 

Keluaran Gaussian blur merupakan input ensemble 

CNN.  

Model ensemble yang diusulkan terdiri dari 

tiga model yaitu DensNet201, InceptionV3 dan 
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MobileNetV2. Output masing-masing model 

berupa probabilitas level RD, kemudian 

diputuskan berupa probabilitas level RD, 

kemudian diputuskan prediksi akhir dengan 

menggunakan metode average voting.  Blok 

diagram sistem ditunjukkan pada Gambar 1. 

Penggunaan tiga arsitektur pada model 

ensemble convolutional neural network bertujuan 

agar model dapat mengekstraksi fitur RD yang 

lebih beragam pada Gambar fundus.  Ensemble 

convolutional neural network ini terdiri dari 2 

jaringan utama yaitu jaringan konvolusi dan 

jaringan neural network. 

Jaringan konvolusi atau convolutional layer 

merupakan kumpulan sejumlah filter yang pada 

dasarnya merupakan matriks dengan ukuran dan 

pola tertentu yang disebut juga dengan bobot. 

Setiap filter dikalikan dengan matriks Gambar 

untuk menghasilkan fitur yang berguna pada 

proses klasifikasi oleh jaringan neural network.  

Sebelum masuk ke jaringan neural network, 

feature map yang dihasilkan oleh jaringan 

konvolusi yang masih dalam dimensi matriks (h x 

w x d) akan diubah menjadi dimensi vektor (1 x 1 x 

d) oleh lapisan Global Average Pooling (GAP).  

Selain berfungsi untuk mengubah format data 

feature map, penggunaan GAP dimaksudkan untuk 

mereduksi jumlah parameter yang akan masuk ke 

jaringan neural network yang berguna untuk 

meminimalkan resiko overfitting. 

Vektor yang dihasilkan oleh GAP akan masuk 

ke hidden layer jaringan neural network.  Pada 

CLAHE 

DensNet201 

Citra Fundus 
224x224 

InceptionV3  
Average 
Voting 

Level 
RD 

Gaussian Blur 

MobileNetV2 

GAP 
Hidden  
Layer Softmax  

Classifier 

Gambar 1. Skema jaringan Ensemble Deep Learning yang diusulkan. 

Algoritme  yang diusulkan 
Input: Fundus Images (X, Y ); where Y = {y/y ∈ {Normal, 
Mild, Moderate, Severe, PDR}} 
Output : The trained model that classifies the fundus image 
x ∈ X 
Pra-proses: 
Normalisasi dengan skala diameter yang sama 

menjadi 600x600 
Normalisasi Contrast dengan Contrast Limited 

Adaptive Histogram Equalization (CLAHE)  
Grayscale dan Gausian Blur 
Augmentasi : Crooping dan Shearing Gambar secara 

acak. 
 Resize Gambar ke 224 x 224 
Kalkulasi α inisial 

Impor pre-train model H = {Densnet201, InceptionV3, 
MobileNetV2}. 
Tukar layer FCN terakhir tiap pre-train model dengan 
jaringan NN dengan 1 GAP, 1 Hidden Layer dan 1 
Softmax classifier dengan dimensi (4 x 1). 
untuk Setiap ∀h ∈ H lakukan: 

α = 0.0001 
untuk =1 to 50 do  

untuk setiap mini batch (Xi, Yi)∈ (Xtrain, 
Ytrain) lakukan: 

update parameter pada model h(.) 
menggunakan optimizer. 

jika eror validasi tidak mengecil setelah 
3 epoch maka: 

α=α x 0.5 
jika eror validasi tidak mengecil 
setelah 5 epoch maka: 

pelatihan berhenti. 
untuk setiap x ∈ Xtest lakukan: 

Ensemble: Hitung rata-rata probabilitas model 
terhadap masing-masing kelas.   
Diagnosis level RD= Probabilitas tertinggi dari 
average voting. 

selesai 
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lapisan neural network, sebelum dan setelah 

hidden layer disisipkan fungsi dropout yang 

bertujuan untuk mendeaktivasi neuron pada 

jaringan neural network secara acak berdasarkan 

bobot pada masing-masing neuron selama proses 

pelatihan.  Pada lapisan terakhir jaringan neural 

network, dipasang fungsi softmax yang bertugas 

untuk menghitung probabilitas masing-masing 

neuron terhadap masing-masing kelas (level RD).  

Penggunaan layer average voting mewakili 

proses ensemble pada penelitian ini. Probabilitas 

dari 3 fungsi softmax yang dimiliki oleh masing-

masing model convolutional neural network akan 

diambil nilai probabilitas rata-rata. Nilai 

tersebutlah yang akan menjadi probabilitas kelas 

klasifikasi level RD.  

Metode Pelatihan 

Proses pelatihan pada penelitian ini 

menggunakan metode transfer learning[22]. 

Transfer learning pada penelitian ini menggunakan 

pendekatan feature extraction dan Fine-tuning. 

Pada tahapan pelatihan feature extraction, 

pembaharuan bobot hanya dilakukan pada jaringan 

neural network sementara jaringan konvolusi 

menggunakan bobot dari ImageNet. Selanjutnya, 

pada pendekatan Fine-tuning semua jaringan akan 

dilatih. Bobot awal model adalah bobot dari 

pelatihan feature extraction. Pengujian dilakukan 

terhadap beberapa variasi jumlah neuron dan 

dropout, hingga menemukan variasi jumlah neuron 

dan rasio terbaik pada masing-masing model.    

Learning rate merupakan hyperparameter yang 

berpengaruh untuk terciptanya model optimal pada 

proses pelatihan jaringan convolutional neural 

network yang berbasis backpropagation.  

Penelitian ini melakukan tuning learning rate 

model pada optimizer SGD[23] dan Adam[24]. 

Variasi nilai learning dan jenis optimizer dengan 

akurasi tertinggi dan loss paling minimum akan 

diambil sebagai model optimal dan akan 

digunakan pada ensemble model.  

 

Metode Pengujian  

Model pada penelitian ini dievaluasi dengan 

menghitung akurasi model terhadap keseluruhan 

data uji dengan menggunakan confusion matrix 

[21]. Selanjutnya, evaluasi lanjutkan dilakukan 

dengan menghitung tingkat Accuracy, precision, 

recall dan f1-score untuk tiap kelas (level RD), 

masing-masing dihitung dengan menggunakan 

persamaan (1)(2)(3) dan (4). 

�������� =
�����

�����������
 (1) 

��������� =
��

�����
 (2) 

������ (�) =
��

�����
 (3) 

�1 =
���

���
 (4) 

IV. HASIL DAN PEMBAHASAN 

Total dataset setelah augmentasi pra-pelatihan 

yang digunakan pada penelitian ini adalah 8000 

citra fundus ukuran 224x224 piksel2, dibagi 

menjadi 6000 citra untuk pelatihan, 1500 untuk 

validasi dan 500 untuk pengujian. Distribusi 

dataset dan level RD ditunjukkan pada Tabel 1. 

Citra fundus hasil setelah dinormalisasi ukuran, 

dilanjutkan dengan normalisasi kontras dan 

Gaussian blur, seperti ditunjukkan pada Gambar 2. 

Tabel 1. Distribusi dataset 

Level RD Pelatihan Validasi Testing 

0-Normal 1500 375 125 

1-Mild 1500 375 125 

2-Moderate 1500 375 125 

3-Severe 1500 375 125 

Jumlah 6000 1500 500 

 

Penelitian ini menggunakan dua model transfer 

learning yang diujikan, yang pertama adalah model 

ekstraksi fitur dan yang kedua adalah model fine-
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tuning. Pada model pertama, model jaringan pre-

train hanya berfungsi sebagai ekstraktor fitur, tidak 

ada modifikasi atau update bobot pada model pre-

train, output pre-train model dimasukkan ke dalam 

jaringan klasifikasi dengan mode dropout 

regulation. Pada model kedua, dilakukan 

perbaikan bobot pada jaringan konvolusi model 

pre-train dan mengganti lapisan terakhir dengan 

jaringan klasifikasi dengan dropout regulation.  

 

Gambar 2. Pra-proses olah dataset citra fundus 

Pada tahap transfer learning mode ekstraksi 

fitur, pada lapisan klasifikasi layer pertama 

dilakukan pengujian dua jenis layer yaitu, Global 

Average Pooling(GAP) dan Flatten, dengan 

jumlah neuron 2048; 1024; 512; 256 dan 128 serta 

rasio dropout 0.5; 0.25 dan 0.15. Pada arsitektur 

Densnet201, lapisan GAP memiliki kinerja yang 

lebih baik dibanding flatten. Akurasi terbaik model 

DensNet201 adalah 73% pada pelatihan dan 69% 

pada validasi dengan struktur dua hidden layer 

dengan 512 neuron dan rasio dropout 0.25. GAP 

dapat meminimalkan overfitting pada model, hal 

ini terlihat pada kecilnya selisih antara akurasi 

pelatihan dan akurasi validasi. Pada arsitektur 

InceptionV3, lapisan GAP juga memiliki kinerja 

yang lebih baik dengan akurasi terbaik pada 

pelatihan 56% dan validasi 58% dengan struktur 2 

hidden layer dengan 256 neuron dan rasio dropout 

0.15. pada arsitektur MobileNetV2, GAP juga 

menunjukkan kinerja yang lebih baik dengan 

akurasi terbaik pada pelatihan 64% dan  validasi 

61% dengan struktur 2 hidden layer dengan 1024 

neuron dan rasio dropout 0.25.  

Berdasarkan hasil uji pada tahap pertama, 

dipilih lapisan GAP sebagai lapisan pertama 

jaringan klasifikasi untuk tahap pengujian transfer 

learning mode fine-tuning. Pada tahap fine-tuning 

Jumlah neuron yang digunakan adalah 2048; 1024; 

512; 256 dan 128 serta rasio dropout 0.5; 0.25 dan 

0.15. Hasil pengujian pada arsitektur Densnet201 

menunjukkan kinerja terbaik dengan hidden layer 

yang memiliki 512 neuron dengan rasio dropout 

0.15 dalam mengklasifikasi level RD, akurasi 

validasi yang mencapai 80% dan loss yang rendah 

0.48. Dengan fungsi early stopping, karena akurasi 

model sudah tidak mengalami peningkatan 

signifikan dari epoch ke 19, proses pelatihan 

berhenti pada epoch ke 24 dari target 100 epoch. 

Fine-tuning pada arsitektur InceptionV3 

memberikan hasil terbaik dengan satu hidden layer 

yang memiliki 1024 neuron dengan rasio dropout 

0.25, hal ini terlihat pada akurasi validasi yang 

mencapai 81% dan loss 0.44.  arsitektur 

InceptionV3 terhenti oleh early stopping pada 

epoch 25. Kurva konvergensi pelatihan 

InceptionV3 menunjukan model sudah cukup 

konvergen yang ditandai dengan eror minimal 

yang sudah stabil. Sedangkan pada arsitektur 

MobileNetV2, hasil terbaik dengan satu hidden 

layer yang memiliki 512 neuron dengan rasio 

dropout 0.5. Akurasi terbaik model ini adalah 0.74 

% dengan loss 0.7. MobileNetV2 terhenti oleh 

early stopping pada epoch 18. Akurasi validasi 

model masih di bawah 80%. 

Berdasarkan hasil pengujian tahap kedua, 

tahapan selanjutnya adalah optimasi learning rate. 

Dari tahap kedua diperoleh jumlah neuron dan 

rasio dropout optimal untuk masing-masing 

model. Proses optimasi learning rate dilakukan 

Input CLAHE Gaussian Blur 
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untuk memperbaiki akurasi dan konvergensi 

model. Metode optimasi yang diuji pada penelitian 

ini adalah, Stochastic Gradient Descent(SGD) dan 

Adaptive Moment Estimation(Adam). Optimasi 

learning rate, dilakukan dengan dua pendekatan, 

pertama dengan memberikan nilai learning rate 

tetap selama proses pelatihan, dengan variasi 

learning rate 0.1; 0.01; 0.001; 0.0001; 0.00001. 

Pendekatan kedua dengan metode automatic 

reduce learning rate, dengan cara memberikan 

nilai learning rate awal sebesar 0.0001 kemudian 

sistem akan memperkecil nilai learning rates 

sebesar learning rate dikalikan 0.5 (α baru = α -0,5. 

α)  jika akurasi validasi model tidak membaik 

setelah 3 epoch.  

Tabel 2. Optimasi Learning-rate 

D201: DensNet201, MV2: MobileNetV2, InV3: InceptionV3 
SGD *: DensNet201 = 2.5e-5; MobileNetV2=2.5e-5; 
InceptionV3= 5e-5. 
Adam *: DensNet201 = 1.25-5; MobileNetV2=2.5e-5; 
InceptionV3= 1.25e-5 

 

Tabel 2 menunjukkan hasil pengujian optimasi, 

akurasi terbaik model dengan arsitektur 

DensNet201 adalah 94 % dengan learning rate 

1.125e-5 menggunakan Adam optimizer, akurasi 

terbaik arsitektur InceptionV3 93% dengan 

learning rate 1.25e-5 dengan Adam optimizer 

sementara akurasi terbaik MobileNetV2 saat 

learning rate 2.5e-5 dengan Adam optimizer 

adalah 90%. Kualitas model juga diperlihatkan 

dengan kurva konvergensi hasil pelatihan masing-

masing arsitektur pada Gambar 3, 4 dan 5. Kurva 

konvergensi  mengindikasikan bahwa masing-

masing model sudah berhasil konvergen ke titik 

error minimal. Akurasi validasi model juga telah 

konvergen dan stabil. Sehingga model tersebut 

dijadikan sebagai model optimal yang kemudian 

akan dijadikan basis model pada algoritme 

Ensemble yang diusulkan.   

 

Gambar 4. Kurva konvergensi pelatihan InceptionV3 

 

Gambar 5. Kurva konvergensi pelatihan MobileNetV2 

Total 500 data citra fundus diujikan, diperoleh 

Confusion matrix dari model ensemble pada 

Gambar 6. Pada klasifikasi multi-kelas, 

Optimizer  ( α )  
Akurasi (0 s/d 1)  

D201 MV2 InV3 

SGD 

0.1 0.72 0.66 0.81 

0.01 0.83 0.79 0.89 

0.001 0.87 0.75 0.87 

0.0001 0.8 0.77 0.79 

0.00001  0.79 0.74 0.5 

Auto * 0.8 0.75 0.76 

Adam 

0.1 0.25 0.24 0.42 

0.01 0.46 0.59 0.47 

0.001 0.68 0.74 0.81 

0.0001 0.85 0.85 0.92 

0.00001 0.92 0.81 0.89 

Auto * 0.94 0.90 0.93 

Gambar 3. Kurva konvergensi pelatihan DensNet201 
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keberhasilan klasifikasi sesuai aktual adalah True 

Positive dan True Negative sebagai keberhasilan 

klasifikasi untuk data bukan kelas aktual, baik 

prediksi pada kelas yang lain benar atau salah, 

diperoleh rekapitulasi parameter-parameter 

confusion matrix untuk mengukur performa model 

pada masing-masing kelas ditunjukkan pada Tabel 

3. Dengan menggunakan indikator pada persamaan 

(1)-(4) diperoleh data kinerja untuk kelas 

0(Normal),1(Mild), 2(Moderate), dan 3(Severe) 

pada Tabel 4.  

TP adalah True Positive, yaitu jumlah data 

positif yang diklasifikasi dengan benar oleh sistem. 

TN adalah True Negative, yaitu jumlah data 

negatif yang diklasifikasi dengan benar oleh 

sistem. FN adalah False Negative, yaitu jumlah 

data negatif namun diklasifikasi salah oleh sistem. 

FP adalah False Positive, yaitu jumlah data positif 

namun diklasifikasi salah oleh sistem. 

 

Gambar 6. Confusion Matrix final model ensemble 

Tabel 3. Total parameter Confusion Matrix 
Kelas TP TN FP FN 

0 124 375 0 1 
1 123 367 8 2 
2 115 363 12 10 
3 115 372 3 10 

 
Tabel 4. Parameter performa model ensemble  

Kelas Accuracy Precision Recall F1 
0 0,998 1,000 0,992 0,996 
1 0,980 0,939 0,984 0,961 
2 0,956 0,906 0,920 0,913 
3 0,974 0,975 0,920 0,947 

Berdasarkan Tabel 4, performa model 

memprediksi kelas untuk aktual kelas 

sesungguhnya memiliki akurasi di atas 95%, rata-

rata 97,7%, dengan catatan bahwa kesalahan 

prediksi ke kelas lain adalah True Negative. 

Performa Precision diatas 90%, rata-rata 95,5%   

mengindikasikan rasio prediksi data positif 

terhadap jumlah data positif ditambah data negatif 

yang terdeteksi positif. Performa Recall di atas 

92%, rata-rata 95,54%, mengindikasikan rasio 

prediksi data positif  terhadap data positif 

ditambah data positif terdeteksi negatif. F1-Score 

yang merupakan rata-rata harmonik dari precision 

dan recall, di atas 91%, dengan rata-rata 95,4%. 

F1-Score mengindikasikan bahwa model memiliki 

precision dan recall yang baik. 

V. KESIMPULAN 

Pada penelitian ini diusulkan algoritme  

ensemble CNN untuk klasifikasi Retinopati 

Diabetik Non-proliferative dengan pra-proses 

CLAHE dan Gaussian Blur, transfer learning fine-

tuning arsitektur DensNet, InceptionV3 dan 

MobileNetV32, lapisan klasifikasi terdiri dari 

GAP, dropout hidden layer dan softmax classifier, 

dan dioptimasi menggunakan algoritme ADAM. 

Model final fine-tuning DensNet, InceptionV3 dan 

MobileNetV32 dapat mengklasifikasi level 

retinopati diabetik dengan akurasi pada data uji 

masing-masing 93%, 94% dan 89%. Sedangkan 

performa klasifikasi model ensemble untuk 

masing-masing kelas memiliki akurasi terendah 

95,6% dan F1-Score terendah 91.3%. Untuk 

penelitian selanjutnya model ensemble yang 

diusulkan perlu diuji untuk dataset baru. 
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